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Resumo

Data Mining é utilizada em diversas &reas para extrair, de
forma automatizada, padrdes, regras ou modelos de
bancos de dados, que ndo sdo perceptiveis de forma
trivial. Este trabalho consiste em estudar a aplicabilidade
de uma destas técnicas, o Clustering, em bancos de
dados de gravimetria. As técnicas de agrupamento de
dados ou Clustering tendem a serem Uteis na analise de
conjuntos de dados de naturezas distintas, casos em que
andlises triviais podem ser mais complicadas. Dentro
dessa técnica foi dado enfoque no algoritmo do tipo
hierarquico aglomerativo probabilistco GHBC, com o
qual foram obtidos resultados preliminares bastante
animadores com dados gravimétricos de uma regido
préxima da costa do nordeste brasileiro.

Introducéo

Considerando a importancia da analise de dados e a
crescente quantidade de informacdes nos estudos
geofisicos, o estudo de novas ferramentas e novas
abordagens com potencial de ajudar nestas andlises é
fundamental. Este trabalho estuda a potencialidade do
uso das técnicas de Data Mining, em principal o
Clustering, em dados geofisicos. As técnicas de Data
Mining tém por objetivo a identificacdo de padrbes
validos, novos, potencialmente Uteis, que estejam
embutidos nos dados, e ja foram aplicadas com sucesso
em diversas areas. Essas técnicas procuram ser uma
ferramenta alternativa as formas mais triviais de analise
de dados, automatizando o processo e procurando
resultados dificeis de serem encontrados por um analista
humano, facilitando a descoberta de conhecimento
embutido em grandes bancos de dados. As tarefas de
Data Mining sdo muitas, mas podem ser classificadas em
dois tipos principais (detalhes em Mitchell, 1997):
atividades preditivas (como Classificagdo e regressdo) e
atividades descritivas (como Clustering e Associacao de
Regras).

No presente trabalho foi dado enfoque em uma tarefa do
segundo tipo, o Clustering, que tem sido freqlientemente
utilizado em trabalhos de exploragdo de dados e extragéo
de padrdes, detectando grupos (clusters) com
caracteristicas comuns dentro de um banco de dados. O
resultado da aplicagdo desta técnica € um conjunto de
agrupamentos de dados, ou seja, uma descricdo do
dado. Esta técnica é muito Util para descrever os dados,

além de outras utilidades, por exemplo utilizar os clusters
obtidos como preditores em técnicas preditivas, ou
também como parametros para preencher dados
incompletos. O Clustering pode ser particional, baseado
em grade, baseado em densidade, hierarquico, entre
outros (Jain et. al., 1999). O Clustering Hierarquico foi o
mais estudado neste trabalho, pois possui o diferencial
gue seu resultado ndo € apenas uma particdo formada a
partir do conjunto de dados iniciais, como ocorre nos
demais métodos, e sim uma hierarquia de particfes, que
descreve um agrupamento diferente em cada nivel, o que
ajuda na andlise de anomalias presentes em dados
geofisicos, pois estas podem apresentar-se com distintas
densidades e intensidades no conjunto de dados. H&
diversos algoritmos de Clustering Hierarquico, e estes
seguem duas estratégias principais: divisiva ou
aglomerativa. Na maioria dos trabalhos da literatura
relacionados a Clustering hierarquico os algoritmos
aglomerativos sdo 0s mais comumente usados, e isto se
deve a complexidade dos algoritmos divisivos, cujo
tempo de calculo cresce exponencialmente com o
namero de exemplos, 0 que os torna pouco aplicaveis,
sendo de aplicacdo praticamente proibitiva para um
conjunto de dados com mais de algumas centenas de
exemplos; ja os métodos aglomerativos s&o mais
aplicaveis, apresentando célculos com rela¢@o quadratica
em relagdo ao ndmero de exemplos do conjunto de
dados. Dentro deste tipo de tarefa foi dada preferéncia ao
algoritmo hierarquico aglomerativo GHBC (Gaussian
Hierarchical Bayesian Clustering), onde se determina a
similaridade entre os clusters de forma probabilistica.

Metodologia

Com o objetivo de estudar anomalias presentes em
conjuntos de dados geofisicos, utilizou-se a técnica de
Clustering Hierarquico aglomerativo. Ha diversos
algoritmos deste tipo, e os tradicionais em geral seguem
uma estrutura semelhante e podem ser divididos em trés
métodos (Metz, 2006): de ligagdo, de centroides, e de
ligacdo por variancia. Todos estes métodos possuem
desvantagens e vantagens de acordo com a disposi¢édo
dos dados e aos ruidos, mas o maior problema é a
dificuldade de escolha métrica de distancia utilizada, que
pode ser de varios tipos (Shen, 2005). Pensando nestes
problemas, os métodos aglomerativos probabilisticos
possuem uma vantagem clara sobre todos estes
métodos, pois modelam os grupos com distribuicGes de
probabilidades e realizam o processo de aglomeracao
dos clusters baseados em critérios probabilisticos; assim,
ndo é tdo sensivel a problemas que ocorrem nos
métodos tradicionais devido a disposi¢cdo dos dados e
aos ruidos. Além disto, os métodos probabilisticos
fornecem parametros para estudo de qudo provaveis sao
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as particdes, ou seja, com estes métodos tem-se uma
medida para auxiliar na busca da particdo 6tima. Dos
métodos aglomerativos probabilisticos, escolheu-se um
baseado em méaxima verossimilhanga entre os clusters, o
GHBC, que é uma modificagdo do algoritmo HBC
(Hierarchical Bayesian Clustering) exposto em lwayama e
Tokunaga (1995), que o utilizaram com bons resultados
para classificagdo de textos. Pela figura 1 observa-se que
para calcular o parametro U que é méaximo na melhor
unido sdo necessarios os valores de verossimilhanca
(SC) dos dois grupos que serdo unidos e do grupo
formado a posteriori, onde a verossimilhanca de um
grupo é dada através do produtério das probabilidades
elementares de pertinéncia dos exemplos do grupo
(lwayama e Tokunaga, 1995), e o calculo deste termo é o
que diferencia o HBC do GHBC, pois no GHBC as
probabilidades elementares de pertinéncia sdo
determinadas assumindo que os elementos dentro de
cada grupo foram produzidos por uma distribuicdo normal
multivariada ou Gaussiana (Christ et. al., 2007 e Everitt
et. al., 2001). Este modelo gaussiano foi escolhido pela
simplicidade da estimativa dos pardmetros necessarios e
pelo sucesso em diversas aplicacdes, inclusive em dados
ndo necessariamente gaussianos (Murtagh & Raftery,
1984; Banfield & Raftery, 1993; Dasgupta & Raftery,
1998; Villanueva, E. R., 2007). Devido a este modelo os
clusters da particao inicial ndo podem ser unitarios, entéo
para formé-la foi utlizado o k-means, um algoritmo
particional dos mais tradicionais. Um esquema do
algoritmo GHBC encontra-se na figura 1.

Entrada:
D={d;,dy,...,dn} Conjunto de dados
Co={C1,C2,...,ck}  Clusters iniciais

Saida:
Uma hierarquia de parti¢des: {Co,C4,Co,...,Cik-1}

Repetir:

U:SC(CiUC])/[SC(Ci)SC(Cj)] , Ci,CjECk.l, CiiCj
(Cx,Cy) —argmaxg;¢(U)

¢, ckdey

CCyatC-CxCy

Até:

n-1 vezes, quando todos os elementos estarao
em um Unico grupo.

Figura 1: Resumo esquematico do algoritmo GHBC
(modificado de Villanueva, 2007).

Resultados

Na figura 2 tem-se uma simulag¢do do algoritmo GHBC
em um conjunto de dados sintético, com uma grade de
51 posi¢cdes em x, 51 posicdes em y e apenas um
pardmetro z associado a cada coordenada, totalizando
2601 amostras de um parametro arbitrario. Este conjunto
de dados é o mais simples possivel, com uma Unica
anomalia central, e esta simulacdo tem o objetivo de
mostrar como o algoritmo GHBC funciona na pratica.
Comecga-se com uma particdo inicial formada por algum
outro método, neste caso o k-means, e a cada iteracédo

do GHBC forma-se uma nova particdo onde estdo unidos
dois grupos (clusters) da particdo anterior. Nesta figura
tem-se 6 particbes pertencentes ao dendograma ou
hierarquia resultantes do GHBC, e pode-se observar a
tendéncia de classificagdo da anomalia central.

a

Figura 2 — Imagens de algumas particdes, onde
cada cor representa um cluster: a) particdo inicial
de 111 clusters gerada pelo k-means; b) particdo
gerada apos 61 iteracdes do GHBC, ou seja, com
50 clusters; c¢) particdo gerada ap6s mais 30
iteracdes, ou seja, com 20 clusters; d) particdo de
10 clusters; e) particdo com 5 clusters; f) particdo
com 2 clusters.

Foi entdo aplicado o GHBC em dados reais, pertencentes
a uma regido do oceano proxima a costa do nordeste
brasileiro (entre as longitudes -40° e -30°, e as latitudes
10° e 0°), analisada utilizando trés parametros: anomalia
ar-livre, altura geoidal e topografia (figura 3). O resultado
do algoritmo pode ser observado na figura 4, onde se tem
alguns exemplos do dendograma nos quais estdo
classificadas as fei¢bes mais interessantes da regido.

Na figura 4.a existe uma quantidade de clusters t&o
grande que fica complicado de representar devido a
limitacdo de cores, mas nota-se que 0S mesmos Sdo
pequenos. Na figura 4.b o GHBC ja agrupou as
anomalias em torno das ilhas que seguem o paralelo de -
4° (setas amarelas) referentes a anomalias ar-livre
negativas, agrupou a estrutura linear que segue o
paralelo de -1° (seta branca) e um lineamento logo
abaixo (setas pretas) claramente visivel na figura 3.a e
como baixo de topografia na figura 3.c, além de outras
estruturas (setas amarelas) visiveis na figura 3.a. Na
figura 4.c observa-se a evolugdo da classificacdo apés
200 iteracBes, além de uma anomalia bem definida
classificada no sudeste da regido (apontada com seta
branca). Na figura 4.d tem-se classificadas junto com
esta mesma anomalia uma seqiiéncia de direcdo SE-NW
apontadas com setas brancas, e nas figuras 4.e e 4.f
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tem-se, além da evolugéo da classificagdo do fundo, de
outras anomalias e das ja citadas, a classificagdo de um
grupo andmalo relacionado com a plataforma continental.
Na figura 4.9 aparece a classificacdo em um grupo de
uma anomalia linear que segue a costa (setas brancas).
Nas figuras seguintes (4.h e 4.i) observa-se a evolugdo
da classificacdo, onde as estruturas maiores classificadas
no inicio mantém-se coesas, e outras menores comegam
a ser englobadas por grupos maiores, 0 que mostra a
importancia da analise da hierarquia gerada pelo método
de Clustering hierarquico.

5000 4000 3000 2000 100 O 1000

Topogralia (m)

Figura 3: conjunto de dados da regido: a)
anomalia Ar-Livre (mGal); b) altura geoidal (m);
c¢) topografia (m).

Discussao e Conclusbdes

O algoritmo GHBC gera bastante material para analisar,
e sdo possiveis diversas abordagens de andlise. Isso
deixa claro que o pds-processamento de uma técnica de
Data Mining é uma etapa muito importante, e percebe-se
pela discussdo apresentada que € uma etapa extensa,
onde se deve analisar toda a hierarquia gerada, e
provavelmente uma automatizacdo maior nesta etapa
faria com que alguma informag&o fosse perdida.

A técnica de Clustering hierarquico foi aplicada em dados
gravimétricos e foram obtidos resultados animadores,
onde a hierarquia gerada funcionou como um excelente
guia para o analista perceber estruturas relevantes,
sendo de grande auxilio na analise dos dados.

Como conclusdo geral, tudo o que foi apresentado
sinaliza que o Clustering e outras técnicas de Data
Mining podem se constituir em uma importante
ferramenta para a andlise de dados geofisicos em
estudos futuros.
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Figura 4: exemplos de particbes da hierarquia gerada pelo algoritmo GHBC, com
as fei¢cdes principais indicadas por setas: a) particdo com 650 clusters gerados
pelo k-means; b) particdo com 500 clusters gerados apés 150 iteragées do GHBC;
¢) particdo com 300 clusters; d) particho com 200 clusters; e) particho com 150
clusters; f) particAo com 100 clusters; g) particdo com 60 clusters; h) particdo com
40 clusters; i) particdo com 20 clusters.
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