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Resumo

Neste artigo aplicamos algoritmos de aprendizado de
magquina para auxiliar na interpretagdo sismica de falhas.
O estudo destaca a eficiéncia dos algoritmos de detec¢do
de falhas, particularmente aqueles baseados em
arquiteturas avancadas como U-Net e descreve uma
metodologia onde aborda-se a deteccdo de falhas como
um problema de segmentac¢éo binaria de imagem. Desta
maneira rotulamos uma imagem sismica 3D com valores
de um nas falhas e zeros no restante. Utilizamos uma
rede neural convolucional (CNN)  totalmente
supervisionada para realizar uma segmentagéo de falhas
de forma eficiente. Para treinar a rede, desenvolvemos
um conjunto de dados sintético baseado na construgédo
de um modelo estrutural aleatério, preenchendo-a com
simulacdes estocéasticas baseadas em geoestatistica e
realizando a modelagem direta através da point-spread
function (PSF). Variagbes do modelo de CNN e seus
parametros sdo comparadas e aplicadas em diferentes
campos demonstrando que a rede pode prever falhas em
secdes sismicas de maneira precisa e eficiente reduzindo
assim o tempo do fluxo de interpretagéo.

Introducéo

A interpretacdo sismica de falhas desempenha um papel
fundamental na caracterizacdo de reservatorios dentro da
industria de petroleo e gas. Métodos convencionais
abrangem uma variedade de técnicas, incluindo anélise
visual de atributos sismicos, andlise geométrica e
abordagens baseadas em horizontes. No entanto, esses
métodos enfrentam desafios como resolugdo limitada,
subjetividade na interpretagdo visual e dependéncia da
qualidade dos dados, tornando-os demorados. Assim,
algoritmos de deteccdo de falhas funcionam de forma
eficiente na delimitagdo de estruturas de falhas. Este
trabalho fornece uma viséo geral dos métodos baseados
em aprendizado profundo empregados na interpretacao
de falhas sismicas. Ao aproveitar redes neurais
convolucionais (CNNs) e arquiteturas avangadas como
U-Net, os pesquisadores alcangaram sucesso notavel na
automacao de tarefas de deteccdo e segmentagdo de
falhas (Wu et al., 2019; An et al., 2021; An e Dong, 2023).
A metodologia envolve treinar um modelo CNN em um
conjunto de dados abrangente e gerar dados sintéticos
para melhorar o treinamento da rede. Essas abordagens
para geracdo de dados sismicos sintéticos apresentam

problemas e limitagbes quando aplicadas para
representar conjuntos de dados pré-sal. Logo, para
contornar essa limitagdo, o modelo direto adotado na
geracdo sismica sintética deve incorporar efeitos de
migracdo e abertura de aquisicdo para produzir modelos
confiaveis. Para isso, construimos um modelo estrutural
aleatério, preenchendo-o com simulagBes estocasticas
baseadas em geoestatistica e realizando a modelagem
direta baseada na point-spread function (PSF). Repetindo
a rotina de geragdo varias vezes com parametros de
controle aleatérios cria um conjunto de dados generalista
para resolver varias aplicages de interpretacdo sismica
quantitativa.

Neste trabalho, utilizamos uma CNN, modificada a partir
da U-Net proposta por (Wu et al., 2019), para extrair um
volume de probabilidade de falha em dados sismicos 3D.
Adotamos a fungdo de perda de entropia cruzada
balanceada para otimizar os parametros do nosso
modelo e para treinar e validar a rede foram utilizados
180 e 20 pares de dados sintéticos, respectivamente.
Embora treinado usando apenas conjuntos de dados
sismicos sintéticos, podemos notar qualitativamente que
os modelos de CNN podem funcionar muito melhor e de
forma mais eficiente do que os métodos convencionais
para deteccdo de falhas em 3D em conjuntos de dados
sismicos reais.

Metodologia

Estabelecendo um fluxo de trabalho para desenvolver
uma arquitetura que otimize o processo de identificacdo
de falhas, concentramos nossos esforcos em trés etapas:
conjunto de dados de treinamento, arquitetura da rede e
pré-condicionamento dos dados.

Figura 1 — Fluxo de trabalho proposto para geracao dos
dados sintéticos.
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Para gerar os dados sintéticos, comegamos criando
secbes transversais com pseudo-RGTs (Relative
Geologic Time) aleatérios, introduzindo falhas normais
usando a metodologia proposta por Wu et al., 2019, e
realizando transformada rapida de Fourier com média
movel (FFT-MA) para simulacdes estocasticas de
impedancia aculstica e realizando modelagem direta
convolvendo o modelo de refletividade com varias PSF’s,
conforme proposto inicialmente por Lecomte (2003) e
posteriormente por Jing et al. (2023). Essa modificagéo
visa aumentar o realismo do conjunto de dados de
treinamento, uma vez que a resolucdo das imagens de
convolucdo 1D nao é razoavel, enquanto as imagens de
convolugdo PSF estdo mais proximas das imagens
sismicas atuais (Figura 1). Este método é reconhecido
por produzir dados sismicos sintéticos que se
assemelham de perto aos dados sismicos PSDM reais,
incluindo imagens de Migracéo no Tempo Reverso (RTM)
(Jensen et al., 2021).

Utilizando essa metodologia, criamos 200 pares de dados
sintéticos 3D com tamanho de 128x128x128 (Figura 2).
Poderiamos criar uma quantidade maior de dados, porém
para efeito de comparacdo com trabalhos propostos
anteriormente por outros autores, nos restringimos a essa
guantidade. Porém, técnicas de aumento de dados foram
aplicadas como rotacdo em 90°, 180° e 270°.

Figura 2 — Dado sintético 3D gerado pela convolugdo
PSF.

Uma vez que lidamos com a detecgéo de falhas como um
problema de segmentacéo binéaria, implementamos uma
rede que possui arquitetura baseada na U-Net
simplificada proposta por Wu et al., 2019 (Figura 3). No
caminho de contracdo (lado esquerdo), cada etapa é
composta por duas camadas convolucionais 3 x 3 x 3,
seguidas por uma ativacdo ReLU e um operagdo de
maxpooling 2 x 2 x 2 com stride 2 para downsampling.

Cada passo no caminho de expansdo (lado direito)
contém uma operagédo de transposed convolution 2 x 2 x
2, uma concatenag¢do com os padrdes do caminho de
contracdo e duas camadas convolucionais 3 x 3 x 3
seguidas por uma ativacdo ReLU. Por acreditar se tratar
de um problema mais complexo, adicionamos uma
camada a mais, tornando a rede mais profunda. A
operacdo de transposed convolution é implementada
usando a fungcdo Conv3DTranspose definida em Keras
(Chollet, 2015). Fizemos teste utilizando batch
normalization e adicionando camadas de dropout, porém
ndo obtivemos melhora no resultado. A camada de saida
final € uma camada convolucional 1 x 1 x 1 com uma
ativacdo sigmoide.
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Figura 3 — Uma representagcdo esquematica da
arquitetura U-net para deteccéo de falhas 3D.

Inicialmente utilizou-se a Binary-CrossEntropy como
funcé@o de perda por ser bastante popular em tarefas de
segmentacdo binaria. Contudo, notou-se que apesar da
rede atingir valores satisfatérios de acuracia,
gualitativamente as predi¢des tinham baixa continuidade
e probabilidade. Sendo assim, utilizamos a Balanced-
CrossEntropy proposta por Wu et al., 2019:

i=N i=N
L= —ﬁ;yi log(p) — (1 — ﬁ);(l —yleg( —p) (1)

Desta maneira, é possivel ajustar o desequilibrio para
gue a rede nado seja treinada ou convergida para prever
apenas zeros. Treinamos o0 modelo utilizando batch size
de 4, o método Adam (Kingma and Ba, 2014) como
otimizador dos parametros da rede e taxa de aprendizado
de 0,0001, durante 200 épocas.

Para avaliar quantitativamente o desempenho da rede,
calculamos as perdas e acuracia nos dados de
treinamento e validagdo definidos durante os processos
de treinamento. A Figura 4 mostra as variagbes das
métricas ao longo das épocas. A curva de acuracia para
o treinamento e validagdo aumentam gradualmente para
mais de 93%, enquanto todas as perdas convergem para
niveis estaveis. No entanto, é possivel notar lacunas
entre as curvas de perda e acuracia tanto no treinamento
guanto na validagdo, sendo maior neste Ultimo. Uma
possivel justificativa, de acordo com Jing et al., 2023,
seria pelo fato das caracteristicas de falha nos dados de
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convolugdo PSF variarem muito devido a influéncia das
frequéncias e velocidades dominantes, o que pode
explicar as lacunas entre as curvas de treinamento e
validagéo.
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Figura 4 — Curvas da funcdo de perda e acuracia para
treinamento e validagéo

Apesar do dado sintético ser mais parecido visualmente
com o nosso dado real de aplicacdo, para alcangar uma
melhor performance, faz-se necessario alinhar as
caracteristicas dos dados de aplicagdo com o conjunto de
dados de treinamento, que geralmente ndo pode
representar totalmente os verdadeiros aspectos dos
dados sismicos reais.

Para isso, aplicamos alguns processos de filragem e
plugins  disponiveis no OpendTect. Inicialmente,
utilizamos um modelo pré-treinado (3D U-Net) da AkerBP
(Lundin-Geolab), que aprendeu a reduzir ruido aleatério e

otimizar o conteddo de amplitude-frequéncia.
Posteriormente, aplicamos o Dip-Steered median filter
para melhorar eventos sismicos lateralmente continuos,
filtrando ao longo do mergulho estrutural dos refletores.
Embora eficaz em reduzindo o ruido, esses filtros de
suavizacdo tendem a desfocar as bordas e comprometer
a fidelidade de imagens importantes. caracteristicas.
Para resolver isso, empregamos o Edge Preserver
Smoothing Filter (EPS), com o objetivo de encontrar um
equilibrio entre redugdo de ruido e preservagdo de
estruturas geoldgicas detalhadas.

Entretanto, o filtro EPS padrdo, que utiliza informagdes
do atributo sismico coeréncia, tem uma desvantagem
porque, apesar de destacar descontinuidades, pode
deformar formas de falhas devido a forma das
descontinuidades. Para superar esse desafio, aplicamos
um fluxo de trabalho chamado Bootstrap (Nilo et al.,
2024). Nesta abordagem, utilizamos a probabilidade de
falha predita pela CNN como entrada para estimar a o
atributo Fault Likelihood, que agora possuira informagdes
de dip e strike. Ao incorporar esse atributo como um guia
para o filtro EPS, aprimoramos seu desempenho,
permitindo uma aplicagdo mais eficaz do rede (Figura 4).

Figura 5 — Em A) temos a secao sismica sem filtro; B)
CNN pré-treinada para remog¢éo de ruidos e Dip-Steered
Median Filter; C) Filtro Edge-Preserving Smooth filter; D)
Fluxo "Bootstrap".

Resultados

O campo de Blzios é um dos principais produtores do
pré-sal brasileiro (figura 5). Os reservatérios carbonaticos
do pré-sal foram depositados sob uma espessa camada
de sal em grandes profundidades (aproximadamente
5.000 metros), representando um desafio para
imageamento sismico e iluminacéo. O dado de aplicagdo
deste trabalho possui uma aquisicdo sismica ocean-
bottom nodes (OBN) com espectro de banda larga,
capturando informacdes geolégicas em frequéncias mais
baixas e mais altas em compara¢do com dados antigos,
onde a largura de banda é mais estreita.
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Figura 6 — Localizacdo do campo de Bizios
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Figura 7 — Probabilidade de falha extraida na secéo
sismica cross-line de Blzios apds remoc¢éo de ruidos e
dip-steered median filter

Avaliando a performance da rede qualitativamente,
notamos que foi capaz de captar diferentes trends de
falhas. As descontinuidades que possuem maior
deslocamento estdo muito bem segmentadas. Um grande
nimero de falhas com deslocamentos relativamente
pequenos se desenvolve dentro deste volume de imagem
sismica 3D e a rede foi capaz de predizer em algumas
regides. A deteccdo precisa destas falhas continua a ser
um desafio, mas quando compara-se com o0s métodos
convencionais, a diferenca na quantidade de artefatos é
bem significativa, assim como as predicfes sdo mais
assertivas, do ponto de vista qualitativo (Figuras 8 e 9).
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Figura 8 — Probabilidade de falha extraida a partir do
atributo sismico Semblance
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Figura 9 — Probabilidade de falha extraida a partir do
Fault Likelihood na secéo sismica cross-line de Buzios
apos o fluxo Bootstrap

Ap6s o pré-condicionamento, ha uma melhoria
significatva mesmo quando comparado apenas a
filtragem de ruido (Figura 7), uma vez que a previsdo de
falhas € mais continua e com menos artefatos (Figura
10). Porém, como todo processo de filtragem, podemos
perder informag@es Uteis. No nosso caso, o filtro suprime
caracteristicas de pequena escala relacionadas a falhas
sub-sismicas.
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Figura 10 — Probabilidade de falha extraida na secao
sismica cross-line de Blzios ap6s Bootstrap

Por fim, para melhor visualizagdo, extraimos o volume de
probabilidade de falha no horizonte sismico referente a
base do sal no eixo Z.
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Figura 11 — Probabilidade de falha extraida na base do
sal no Campo de Buzios

Conclusoes

Desenvolvemos rotinas para criar conjuntos de dados
sismicos sintéticos 2D e 3D para treinar redes neurais
profundas simulando cenarios complexos como o pré-sal
brasileiro. Logo, concentrar-se no conjunto de dados de
treinamento parece ser uma estratégia rapida e eficaz
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para melhorar as predi¢cdes de redes neurais. Contudo,
pré-condicionar os dados pode ser demorado, porém
mostra-se eficiente para modelos pré-treinados nos
dados sintéticos.
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