Classificador de dados sismicos para medidas em fundo oceéanico
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Resumo

Ocean Bottom Nodes sdo equipamentos utilizados para
aquisicdo de dados de pressao sonora e velocidade no
fundo oceénico para prospeccao de 6leo e gas. Por se
tratarem de sensores autbnomos, sdo equipamentos que
medem dados ativos, passivos de microssismos. Neste
trabalho séo avaliados modelos para classificar de tragos
sismicos medidos no fundo oceéanico em ativos, passivos
e microssismo. Os modelos foram desenvolvidos com
base em algoritmos de aprendizado de maquina com
diferentes features. Os resultados sdo explorados em
termos de matriz de confusdo e mostram que os modelos
utilizando com um maior numero de features apresentam
os melhores resultados.

Introducgao

Na industria de hidrocarbonetos, a aquisicdo de dados
sismicos é o método geofisico mais amplamente utilizado
e conhecido. técnica (Kearey et al., 2013). De acordo
com Kearey et al. (2013), o método de reflexdo sismica,
que geralmente consiste em emitir um pulso acustico e
medir o som e a vibragdo refletidos, pode revelar
detalhes sobre as estruturas geoldgicas desde dezenas
de metros até toda a litosfera. Em cenarios subaquaticos,
o reflexo da onda sonora pode ser medido por sistemas
de hidrofones, chamados streamers, na superficie do
mar. Sistemas de sensores baseados no fundo oceénico,
como Ocean Bottom Cables (OBC), sistemas de
monitoramento permanente de reservatorios (PRM) e
Ocean Bottom Nodes (OBN) para aquisicdo de dados
sismicos apresentam diversas vantagens quando
comparados aos sistemas streamer convencionais, como
medicdo de azimute mais amplo, possibilidade de
caracterizagdo de ondas P e S, por meio de pressao
sonora e aceleragdo ou velocidade, respectivamente, ser
menos sensivel ao ruido produzido por embarcagbes
adjacentes e melhor repetibilidade (Zhang et al., 2021;
Hays et al., 2008).

Os dados sismicos continuos no tempo medidos
sdo normalmente segmentados, sendo cada segmento
denominado frago. Os tragos podem, a principio,
representar trés diferentes tipos: ativo, passivo e
microssismo. O primeiro relativo ao uso de alguma fonte
sonora, como air-gun. Os tragos passivos contém apenas
ruido de fundo, enquanto os tragcos de microssismos

contém ruido de fundo e a resposta da coluna d'agua e

fundo do mar devido a excitagbes de microssismos
(Artman, 2006).

O objetivo deste trabalho é construir um classificador de
dados sismicos medidos por sistemas de aquisi¢cdo
sismica de fundo oceanico. Entretanto, por se tratar de
um trabalho inicial, apenas tragos de pressédo sonora
serdo considerados. Para isso, dois algoritmos
consolidados de aprendizado de maquina sao usados e
diferentes subconjuntos de features séo testados.

Metodologia

Os dados sismicos do campo de Jubarte (Thedy et al.,
2014) foram utilizados neste trabalho, separados em
conjunto A (dado ativo, estagdo 510), B (dado passivo,
L0048C) e C (dado de microssismo, L0017). Todos os
conjuntos foram gentilmente cedidos pela Petrobras S.A.
em formato SEG-Y. Neste trabalho, apenas os dados de
pressdo sonora foram considerados. Dois diferentes
algoritmos de classificagdo foram testados: um baseado
em arvore de decisdo, denominado aqui DT, usando o
modelo ExtraTreeClassifier implementado com o pacote
Scikit-learn 1.3.2 e outro baseado em redes neurais,
denominado aqui NN, usando o modelo Sequential,
implementado com o pacote Keras 2.15.0. Foi usada
uma rede neural feed-forward, foi construida com quatro
camadas, sendo o numero de neurbnios e fungao de
ativagdo de cada camada apresentados na Tabela 1. A
dimensao de entrada é definida pelo nimero de features
utilizadas. O otimizador Adam, a fungdo de perda
categorical_crossentropy e 80 épocas foram usados no
processo de treinamento.

Tabela 1: Descricao da rede neural utilizada.

Camada Neurdnios Funcgao
1 500 Relu
2 100 Relu
3 50 Relu
4 3 Softmax

Como features, foram utilizados dois subconjuntos de
features, chamados s1 e s2. O subconjunto s1 é
composto apenas pela feature de valor rms (root mean
square), enquanto o subconjunto s2 é composto pelo
valor rms, percentii 80%, desvio padrdo, curtose e
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skewness. Todas as features foram calculadas sobre a
forma de onda bruta, sem pré-processamento. Foram
utilizados 1500 tragos de pressao sonora (500 ativos, 500
passivos e 500 de microssismos), sendo 50% usados
para treinamento e 50% para teste, com a separagéo
feita aleatoriamente usando a fungéo train_test_split do
pacote Scikit-learn 1.3.2.

Resultados

A Figura 1 apresenta os resultados dos classificadores
em termos de matrizes de confusao para classificador DT
com features s1 e s2 e classificador NN com features s1
e s2. Os resultados mostram que o desempenho do
modelo de classificagdo dos tragos ativos nao foi afetado
pelo conjunto de caracteristicas testadas neste estudo.
Para os tragos ativos, o recall e precision (Grandini et al.,
2020) foram de 100% para ambos os modelos DT e NN.
Porém, para a classificagdo de tragos passivos e de
microssismo, o conjunto de caracteristicas utilizadas
apresentou um impacto consideravel.
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Figura 1: Matrizes de confus&o dos resultados de teste
para features s1 com classificador DT (a) e NN (b) e com
features s2 com classificador DT (c) e NN (d).

Ao usar o subconjunto de features s1, os modelos DT e
NN apresentaram acuracias de 90,8% e 92,1%,
respectivamente. O modelo NN, para o subconjunto s1,
apresentou resultados ligeiramente melhores na
classificacdo de dados passivos e microssismos, com
recall e precision de 88,3% e 87,9%, respectivamente,
para os dados de microssismos e 88,0% e 88,4%,
respectivamente, para os dados passivos. Ao ser
utilizado o subconjunto de features s2, ou seja, usando
todas as cinco métricas descritas anteriormente, a
performance dos modelos aumentaram
consideravelmente.

Com o subconjunto de features s2, os modelos DT e NN
apresentaram acuracias de 99,6% e 98,0%,
respectivamente. Para este caso, o modelo DT
apresentou resultados ligeiramente melhores. Para os
dados passivos o recall e precision foram de 99,2%
99,6%, enquanto para o conjunto de dados de
microssismos o recall e precision foram de 99,5% e
99,2%.

Discussao e Conclusoes

Neste estudo, quatro modelos, utilizando algoritmos de
aprendizado de maquina de arvore de decisao e redes
neurais com dois conjuntos diferentes defeatures
diferentes, foram desenvolvidos e comparados. Embora
analises prévias realizadas (e ndo apresentadas aqui por
brevidade) tenha mostrado pouca distingdo entre tragos
passivos e de microssismo, os resultados alcangados
usando modelos avaliados indicaram que os modelos
que utilizam o subconjunto de features s2
(compreendendo cinco features) superaram aqueles com
0 subconjunto s1 (contendo apenas uma feature). Os
resultados mostraram que os modelos sédo perfeitos na
distingdo entre tragos ativos ou ndo, o que é esperado
dada a natureza e diferenca dos dados ativos para os
demais. Além disso, os modelos também apresentaram
uma boa capacidade de distingdo entre os dados
passivos e passivos com microssismos, especialmente
utilizando o subconjunto de features s2.

Embora o classificador descrito neste trabalho ndo se
destine a uma aplicagcéo especifica, tais classificadores
de tragos sismicos podem ser usados em diversas
aplicagcdes. Por exemplo, um sistema de gestdo de
energia para OBNs pode ser criado para ativar o registo
apenas quando forem identificados eventos ativos ou de
microssismos. Além disso, um sistema de comunicagao
auténomo pode ser ativado para transmissao de um tipo
especifico de tragcos. Em todos esses cenarios, um
classificador de tragcos €& essencial e os modelos
discutidos neste estudo podem ser benéficos.

Apesar de bons resultados terem sido alcangados,
alguns aspectos ainda merecem estudo e atengdo. Nas
proximas etapas, sera investigado como essas
configuragdes de algoritmo de classificagado e conjunto de
features sao capazes de classificar tragos ativos,
passivos e microssismos em termos de aceleragao e
velocidade. Além disso, o algoritmo de rede neural
permite inimeras arquiteturas por meio de numero de
camadas, numero de neurdnios, otimizador, épocas
utilizadas no processo de treinamento, fungbes de
ativagdo e assim por diante. Portanto, uma otimizagéo
relacionada aos hiperparametros do classificador de
tracos baseado em redes neurais também sera
considerada em um futuro préximo, a depender da
performance deste para classificagdo de tragos em
termos de aceleragao e velocidade.
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